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Abstract  This paper proposes an online learning method for a control-oriented neural-network tire-force 

model using state prediction error. The prediction error of a bicycle-model predictor is projected onto the lateral-

force input direction to generate a force-domain target without direct tire-force measurement. The target is stored 

at preassigned slip-angle points as a slip-angle grid memory to promote consistency of the learned tire-force 

model. Simulation results in a high-speed slalom scenario show that the final frozen network reproduces the 

online force estimate, indicating that the learned tire-force model retains the force-slip relation. 

Keywords  tire force estimation, control-oriented model, online learning, grid memory, neural network 

 

1. 서론 

 

타이어 횡력은 차량 횡방향 제어와 상태 추정의 

핵심 물리량이나, 노면 조건, 수직하중, 포화 

특성 등에 따라 슬립각-횡력 관계가 달라지므로 

고정된 파라미터의 모델만으로는 설명하기 어렵다. 

특히 직접 횡력 계측이 어려운 경우, 차량 상태 

예측 오차를 이용한 온라인 보정이 필요하다. 

그러나 일반적인 상태오차 기반 적응 갱신은 현재 

예측 오차를 줄이는 데 효과적일 뿐, 갱신된 

신경망이 재사용 가능한 제어 지향 타이어 모델로 

유지된다는 보장은 약하다. 이 문제는 횡력이 

슬립각에 둔감해지는 포화 영역에서 더욱 

두드러진다. 

2. 제안 방법 

 

본 논문은 상태오차로부터 생성한 횡력 영역 

학습 신호를 슬립각 영역의 고정 위치에 저장하고, 

이를 현재 갱신과 함께 재사용하는 그리드 메모리 

기반 온라인 학습 구조를 제안한다. 

 

2.1 차량 횡방향 동역학 

 

본 연구에서는 축별 횡력을 직접 계측하지 않고, 

2 자유도 자전거 모델의 상태 예측 오차를 학습 

신호로 사용한다. 종속도 𝑣𝑥 , 횡속도 𝑣𝑦 와 

요레이트 ｒ 로 구성된 상태 𝑥 = [𝑣𝑦 𝑟]
T
가 모두 

측정 가능하다고 가정하고, 횡방향 동역학은 

다음과 같이 표현할 수 있다. 

 

𝑥̇ = 𝑓0(𝑥, 𝑣𝑥) + 𝐵𝐹,𝑓𝐹𝑦,𝑓 + 𝐵𝐹,𝑟𝐹𝑦,𝑟 

𝑦 = 𝑥 

𝐵𝐹,f = [
1

𝑚

𝑙𝑓

𝐼𝑧

]
T

,     𝐵𝐹,r = [
1

𝑚
−

𝑙𝑟

𝐼𝑧

]
T

 

(1) 

여기서 𝑓0 = [−𝑣𝑥𝑟 0]T,  𝐹𝑦,f와 𝐹𝑦,r는 전륜 및 후륜 

횡력, 𝑚, 𝐼𝑧, 𝑙f, 𝑙r은 차량 파라미터이다. 

 

2.2 상태 예측 기반 타이어 횡력 모델  

 

 식 (1)의 축별 횡력은 직접 계측되지 않으므로, 

이를 추정 슬립각 기반 신경망 모델로 근사한다. 

본 논문에서는 별도의 기준 타이어 모델을 더하지 

않고, 신경망 출력 자체를 축 단위 전체 횡력 

추정값으로 사용한다. 

 𝐹̂𝑦,i = 𝐹𝑁𝑁,i(𝛼̂i; 𝜃i) = 𝜃i
TΦi(𝛼̂i),       i ∈ {f, r} (3) 

여기서 i = f, r 은 각각 전륜과 후륜을 의미하며, 

Φ𝑖 는 슬립각에 대한 기저 벡터이다. 또한 추정 

슬립각은 예측 상태 𝑥̂ = [𝑣̂𝑦 𝑟̂]T로부터 계산한다. 

 𝛼̂f = 𝛿f −
𝑣̂𝑦 + 𝑙f 𝑟̂

𝑣𝑥

,       𝛼̂r = 𝛿r −
𝑣̂𝑦 − 𝑙r 𝑟̂

𝑣𝑥

 (4) 

 상태 예측기는 축별 횡력에 대한 신경망 출력을 

고려하여 다음과 같이 설계된다. 

 𝑥̇̂ = 𝑓0(𝑥̂, 𝑣𝑥) + 𝐵𝐹,f 𝐹𝑁𝑁,f + 𝐵𝐹,r 𝐹𝑁𝑁,r (5) 

따라서 상태 예측 오차 𝑒𝑥 = 𝑥 − 𝑥̂ 에 대한 순간 

상태오차 비용은 다음과 같이 정의한다. 
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 𝐽inst =
1

2
𝑒𝑥

T𝑒𝑥 (6) 

하지만 순간 상태오차 갱신만으로는 이전 슬립각 

영역에서 얻은 횡력 정보가 유지되지 않을 수 

있으므로, 이를 보조할 기억 구조가 필요하다. 

 

2.3 그리드 메모리 

 

따라서 본 논문에서는 슬립각 영역의 고정 

기준점에 횡력 정보를 저장하는 그리드 메모리를 

도입한다.  

 Μi = {(𝛼i,j
pin

, 𝐹i,j
pin

)}
j=1

𝑁m
 (7) 

여기서 𝛼i,j
pin

는 미리 정한 슬립각 기준점이고, 

𝐹i,j
pin

는 해당 슬립각에 저장된 목표 횡력이다. 

추정 슬립각이 다음 조건을 만족하면 해당 

슬립각에서의 목표 횡력을 𝐹𝑦,i
pin

= 𝐹̂𝑦,i로 갱신한다. 

 (𝛼̂i(𝑡−) − 𝛼i,j
pin

)(𝛼̂i(𝑡) − 𝛼i,j
pin

) ≤ 0 (8) 

  채워진 그리드 메모리 집합을 𝐺i라 하면, 메모리 

일관성 손실함수는 다음과 같다. 

 𝐽mem,i =
1

2|𝐺i|
∑(𝐹𝑁𝑁,i − 𝐹i,j

pin
)

2

j∈𝐺i

 (9) 

따라서, 총 손실함수는 𝐽total = 𝐽inst  + 𝐽mem으로 

정의할 수 있으며, 이에 따른 최종 가중치 갱신은 

경사하강법을 이용하여, 다음과 같이 순간항, 

메모리항, 정규화항의 합으로 구성한다. 

𝜃̇i = −𝜂inst∇𝜃i
𝐽inst,i − 𝜂mem∇𝜃i

𝐽mem,i − 𝜂reg𝜃i  (10) 

 

3. 검증 

 

  제안 방법은 IPG CarMaker 기반 고속주행 슬라럼 

시나리오에서 검증하였다. 신경망 가중치는 작은 

초기값으로 설정하고, 주행 중 상태 예측 오차를 

이용하여 온라인 학습을 수행하였다.  

온라인 학습 중 신경망은 매 시점 상태 예측 

오차를 줄이는 방향으로 횡력을 추정한다. 동시에 

추정 슬립각 𝛼̂i이 사전에 지정한 기준 슬립각 𝛼i,j
pin

를 통과하면, 해당 시점의 횡력 추정값을 대응되는 

메모리 위치 𝐹i,j
pin

에 저장한다. 

 

그림 1 은 시간에 따른 슬립각-횡력 맵의 변화와 

그리드 메모리 갱신 결과를 나타낸다. 이를 통해 

신경망이 단일 시점의 순간 오차만 보상하는 것이 

아니라, 반복 방문한 슬립각 영역의 저장 횡력 

정보를 반영하며 전체 횡력 맵을 형성함을 확인할 

수 있다. 

그림 2 는 전륜 횡력에 대해 계측 횡력, 온라인 

추정 횡력, 최종 가중치 고정 후 재현 횡력을 

비교한 결과이다. 온라인 추정값과 최종 가중치 

기반 재현값이 모두 계측 횡력과 유사하게 

나타나며, 이는 주행 중 생성된 횡력 추정이 

일시적 보상항이 아니라 신경망 가중치와 그리드 

메모리에 슬립각-횡력 관계로 저장되었음을 

보여준다. 

 

4. 결론 

 

본 논문은 상태 예측 오차 기반 횡력 갱신에 

슬립각 그리드 메모리를 결합한 온라인 타이어 

횡력 모델 학습 방법을 제안하였다. 제안 방법은 

직접 횡력 계측 없이도 주행 중 횡력 모델을 

갱신하며, 메모리항을 통해 순간 오차 보상에 

치우치지 않고 슬립각 영역에서 재사용 가능한 

횡력 모델을 형성하도록 한다. 
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그림 1 시간에 따른 신경망 모델 𝐹𝑁𝑁(𝛼i)와 그리드 

메모리 𝛼i,j
pin

- 𝐹i,j
pin

 변화 

그림 2 시간에 따른 계측 횡력 𝐹𝑦,i
measured(𝑡), 추정 

횡력 𝐹̂𝑦,i
online(𝑡), 재현 횡력 𝐹𝑦,i

frozen(𝑡) 


